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Resumen

Este estudio presenta un sistema de clasificacion au-
tomaética destinado a priorizar reclamos eléctricos en
CNEL EP. Para ello se procesaron 143 113 registros
reales, incluyendo limpieza de datos, imputacion de
valores faltantes y la creacién de variables predicti-
vas relacionadas con la urgencia y la recurrencia de
los reclamos. A partir de estos criterios se construyé
la variable objetivo “prioridad”, que permite distin-
guir entre reclamos prioritarios y normales. Con esta
informacién se entrenaron modelos de aprendizaje
supervisado —arbol de decisién y random forest—
aplicando técnicas como one-hot encoding y valida-
cion cruzada. El modelo random forest obtuvo los
mejores resultados, con una exactitud del 91 % y un
AUC-ROC de 0.89. Los resultados muestran que el
sistema propuesto puede mejorar significativamente
la asignacién de recursos técnicos y los tiempos de res-
puesta ante reclamos eléctricos. Ademds, demuestra
la viabilidad de incorporar técnicas de aprendizaje
automatico en la gestion operativa de empresas dis-
tribuidoras de electricidad, abriendo posibilidades
para futuras mejoras y aplicaciones en tiempo real.

Palabras clave: reclamos eléctricos, clasificacién au-
tomatica, aprendizaje supervisado, arbol de decisién,
random forest, aprendizaje automatico

Abstract

This study presents an automated classification sys-
tem to prioritize electrical service complaints at
CNEL EP. A total of 143,113 real records were pro-
cessed through data cleaning, missing-value impu-
tation, and the engineering of predictive variables
reflecting complaint urgency and recurrence. Based
on these criteria, the target variable “Priority” was
defined to distinguish high-priority from normal com-
plaints. Supervised learning models, specifically De-
cision Tree and Random Forest, were then trained
using one-hot encoding and cross-validation. Ran-
dom Forest delivered the best performance, achiev-
ing 91% accuracy and an AUC-ROC of 0.89. These
results indicate that the proposed system can sig-
nificantly improve technical resource allocation and
reduce response times for electrical complaints. More-
over, the study demonstrates the feasibility of inte-
grating machine-learning techniques into the opera-
tional management of electric distribution companies,
enabling future enhancements and real-time deploy-
ment.

Keywords: electrical complaints, automatic classifi-
cation, supervised learning, Decision Tree, Random
Forest, machine learning

L*Facultad de Ciencias de la Ingenierfa e Industrias, Universidad UTE, Santo Domingo de los Tsachilas, Ecuador.
2Facultad de Derecho, Ciencias Administrativas y Sociales, Universidad UTE, Santo Domingo de los Ts4chilas,

Ecuador. Autor para correspondencia 2 francisco.carpio@ute.edu.ec.

Forma sugerida de citacién: F. J. Carpio Velasco y G. M. Garcés Beltran, “Clasificacion automaética de reclamos
eléctricos mediante arboles de decisién y random forest: un estudio aplicado a CNEL EP,” Ingenius, Revista de Ciencia
y Tecnologia, N.° 35, pp. 84-96, 2026. DOI: https://doi.org/10.17163/ings.n35.2026.06.

84


https://doi.org/10.17163/ings.n35.2026.06
https://orcid.org/0009-0008-0319-5137
https://orcid.org/0009-0009-3463-7214
https://ror.org/00dmdt028
https://ror.org/00dmdt028
francisco.carpio@ute.edu.ec
https://doi.org/10.17163/ings.n35.2026.06

Carpio Velasco et al. / Clasificacion automdtica de reclamos eléctricos mediante drboles de decision y random

forest: un estudio aplicado a CNEL EP

85

1. Introduccién

La creciente complejidad del sector eléctrico exige la
adopcion de herramientas de gestién del conocimiento y
tecnologias inteligentes que permitan mejorar la toma
de decisiones operativas y optimizar la atencién al
usuario [1]. En este contexto, diversos estudios han de-
mostrado que la clasificacién estructurada de servicios
permite orientar estrategias de sostenibilidad y eficien-
cia, tanto en entornos industriales como sociales [2].

En el ambito eléctrico, la clasificacion de clientes
mediante técnicas de agrupamiento ha sido amplia-
mente explorada, destacando el uso de algoritmos como
k-means, fuzzy clustering y mapas autoorganizados,
los cuales permiten identificar patrones de consumo y
segmentar la atencién técnica [3,4]. Estas metodologias
han sido validadas en aplicaciones reales, donde se ha
evidenciado su capacidad para mejorar la asignaciéon
de recursos y la respuesta operativa.

La priorizacién de reclamos eléctricos puede fun-
damentarse en estudios que estiman el costo de in-
terrupcién para el cliente, diferenciando el impacto
econdémico segun el tipo de afectacién [5]. Asimismo,
el uso de datos eléctricos para la inferencia automaética
ha sido explorado en investigaciones que demuestran
la posibilidad de detectar propiedades relevantes me-
diante trazas de consumo y algoritmos de clasificacién
supervisada [6].

La atencion eficiente de reclamos eléctricos tiene un
impacto directo en la satisfaccion del cliente, como lo
evidencian estudios recientes en contextos latinoameri-
canos [7]. En Ecuador, se han documentado concentra-
ciones significativas de reclamos en zonas como Manabi,
donde los consumidores reportaron incrementos tarifa-
rios superiores a los observados en otras ciudades como
Guayaquil [8]. Ademds, investigaciones aplicadas en
CNEL EP han revelado deficiencias en la percepcion
del servicio, lo que evidencia la necesidad de mejorar
los mecanismos de atencién al usuario externo [9)].

Durante la pandemia, se intensificaron las practicas
de facturacion excesiva, lo que motivé propuestas para
implementar mecanismos &dgiles de atencién [10]. La
calidad del servicio técnico en Ecuador ha sido eva-
luada mediante indicadores como FMIk y TTIk, los
cuales permiten identificar zonas criticas y justificar la
necesidad de priorizacién operativa [11]. Incluso a nivel
internacional, casos como el de Cartagena (Colombia)
han mostrado que las deficiencias en el servicio eléc-
trico pueden derivar en tensiones sociales y conflictos
comunitarios [12].

La calidad del servicio eléctrico ha sido identifi-
cada como un factor determinante en la satisfaccién y
lealtad del cliente, especialmente en contextos de mo-
nopolio puiblico [13]. Sin embargo, estudios recientes
han evidenciado que la calidad percibida, evaluada
mediante dimensiones SERVQUAL, no siempre se tra-
duce en satisfaccion del cliente, como lo demuestra el

caso de IBEDC en Nigeria [14]. En esa linea, la orien-
tacion del personal hacia el cliente también influye
significativamente en la percepcién del servicio, tal
como lo evidencian estudios aplicados en Ghana [15].

En el contexto de redes eléctricas modernas, la
identificaciéon y clasificacién de fallas se ha conver-
tido en una tarea critica para garantizar la estabili-
dad operativa. El avance de sensores inteligentes y
herramientas de comunicacién ha transformado los
sistemas tradicionales en redes inteligentes capaces
de integrar generacién distribuida y automatizacion.
Segun Sarathkumar et al. [16], los métodos actuales
de deteccion y mitigacién de fallas requieren una re-
vision profunda para enfrentar las limitaciones de los
sistemas inteligentes, proponiendo el uso de tecnologias
avanzadas que mejoren la estabilidad transitoria, la
capacidad de autorrecuperacion y la calidad del sumi-
nistro eléctrico.

La incorporaciéon de redes neuronales profundas
en sistemas eléctricos ha demostrado ser una estrate-
gia eficaz para mejorar la deteccién y clasificacion de
fallas. Alhanaf et al. [17] proponen métodos basados
en ANN y 1D-CNN que, utilizando datos de sensores
como voltaje y corriente, alcanzan tasas de precision
superiores al 99 % en la identificacién de lineas de-
fectuosas y tipos de falla. Estos resultados refuerzan
el potencial de los modelos supervisados para auto-
matizar procesos criticos en redes eléctricas, potencial
que puede extrapolarse a la clasificacién técnica de
reclamos institucionales.

La confiabilidad de las redes eléctricas modernas
depende de la capacidad para identificar y clasificar
fallas en multiples capas del sistema. Krivohlava et
al. [18] realizaron una revisién sistemdtica de 30 tipos
de fallas en infraestructuras de smart grid, abarcando
componentes fisicos, de software, de comunicaciéon y
de negocio. Su propuesta de clasificacion, basada en el
modelo SGAM, ofrece un marco técnico que puede ser
adaptado a contextos institucionales para mejorar la
gestion de reclamos eléctricos y fortalecer la resiliencia
operativa.

La clasificacién automatica de fallas eléctricas ha
evolucionado mediante el uso de algoritmos hibridos
que combinan reduccién de dimensionalidad y discri-
minacién supervisada. Hosseinzadeh et al. [19] pro-
ponen un modelo basado en PCA, LDA y k-NN que
mejora la precisién en la deteccién y clasificacién de
fallas en redes inteligentes. Este enfoque demuestra
que, ante la variabilidad de carga y limitaciones de los
modelos tradicionales, los algoritmos de aprendizaje
supervisado ofrecen una solucién eficaz y adaptable,
aplicable también a la gestion técnica de reclamos
eléctricos.

La prediccion de eventos extremos en sistemas eléc-
tricos requiere modelos que integren criterios técnicos
y operativos. Mohammadian et al. [20] proponen un
clasificador basado en la teoria de decisién de Bayes,
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que, ademas de minimizar errores de predicciéon, consi-
dera el costo de cada accién preventiva. Este enfoque
permite tomar decisiones orientadas a la resiliencia
del sistema, enfoque que puede extrapolarse a la clasi-
ficacién de reclamos eléctricos institucionales, espe-
cialmente cuando se busca priorizar segin impacto y
urgencia.

Rana [21] presenta una revisién sistemdtica de 180
estudios que demuestran céomo los enfoques basados
en inteligencia artificial, incluyendo machine learning,
digital twins y self-healing grids, superan a los métodos
tradicionales en precision, adaptabilidad y eficiencia
operativa. Estos hallazgos refuerzan la viabilidad de
aplicar modelos supervisados para clasificar reclamos
eléctricos institucionales, anticipar fallas y optimizar
la respuesta técnica.

En anos recientes, se han propuesto mejoras al al-
goritmo random forest para superar limitaciones de
correlacién y baja precisién en algunos arboles de de-
cisién. Sun et al. [22] desarrollaron un random forest
mejorado que incorpora mecanismos de seleccién de ar-
boles basados en exactitud y reduccién de correlacion,
demostrando un desempeno superior frente a versiones
tradicionales. Jing et al. [23] propusieron un enfoque
hibrido de mantenimiento predictivo para medidores
eléctricos, combinando LSTM y XGBoost con un al-
goritmo de optimizacién mejorado, logrando mejoras
significativas en precisién y eficiencia operativa. Hus-
sain et al. [24] evaluaron el desempeno de multiples
algoritmos de aprendizaje automaético, incluyendo ran-
dom forest y Gradient Boosting, para la prediccion
del consumo energético en vehiculos eléctricos, lo que
evidenci6 la eficacia de los ensambles en la captura de
patrones complejos. Khalili et al. [25] aplicaron Cat-
Boost y ExtraTrees en mantenimiento predictivo de
bombas sumergibles, logrando alta exactitud y sensi-
bilidad para identificar fallas criticas. Estos estudios
recientes refuerzan la aplicabilidad de los modelos de
ensamblado para la priorizacién de reclamos eléctricos
en contextos institucionales.

Diversos estudios han evidenciado que las técni-
cas de aprendizaje automatico pueden optimizar de
manera significativa los procesos operativos en las em-
presas de distribucién eléctrica. Por ejemplo, Ahmad
y Chen [26] desarrollaron modelos basados en ML, in-
cluyendo CDT, k-NN y LRM, para la prediccién de de-
manda eléctrica a corto y mediano plazo, demostrando
mejoras sustanciales en la exactitud, incluso cuando
se dispone tnicamente de datos climaticos incomple-
tos. Este tipo de aportes refuerza la pertinencia de
aplicar modelos de aprendizaje automatico en tareas
criticas del sector eléctrico, como, en nuestro caso, la
priorizacién automatica de reclamos.

Zhang et al. [27] realizan una revision integral so-
bre el uso de técnicas de machine learning para la
deteccion de pérdidas no técnicas en empresas de dis-
tribucién eléctrica, lo que evidencia que los algoritmos

supervisados permiten identificar patrones irregulares
de consumo y contribuir de manera efectiva a la reduc-
cién del fraude energético.

Segin Ausmus et al. [28], el andlisis de macrodatos
se ha consolidado como una herramienta clave para el
sector eléctrico, al permitir procesar grandes volimenes
de datos provenientes de sistemas SCADA o de
unidades de medicién fasorial (PMU), mejorando asf
la toma de decisiones operativas en tiempo real. Este
enfoque respalda la integracién de técnicas de machine
learning para optimizar la priorizacién de reclamos
eléctricos y promover una gestiéon mas eficiente de los
recursos técnicos.

Estudios recientes evidencian que modelos super-
visados basados en arboles de decisién permiten iden-
tificar automaticamente zonas de eventos en sistemas
eléctricos, mejorando la gestiéon de interrupciones y el
mantenimiento de activos [29]. Este enfoque respalda la
aplicabilidad de técnicas similares para la priorizacién
automatica de reclamos eléctricos, optimizando la res-
puesta operativa y la asignacién de recursos.

En el &mbito de la clasificacién de incidencias en
sistemas de distribucién eléctrica, diversos estudios
han aportado metodologias relevantes. Por ejemplo,
Shen et al. [30] demostraron que la integracién de téc-
nicas de reduccién de dimensionalidad junto con redes
neuronales convolucionales (CNN) mejora significati-
vamente la detecciéon automatica de perturbaciones
en sistemas eléctricos, consolidando asi el valor de los
enfoques basados en aprendizaje automatico para el
analisis y diagnostico de fallas.

Xu et al. [31] demostraron que técnicas como la
regresion logistica y las redes neuronales pueden em-
plearse de manera efectiva para identificar automatica-
mente las causas de fallas en sistemas de distribucién,
incluso bajo condiciones de datos desbalanceados y en
escenarios practicos complejos.

Kumwenda et al. [32] desarrollaron un modelo de
clasificacién para redes de baja tensién utilizando datos
sintéticos y reales, demostrando que los métodos basa-
dos en ensembles, particularmente bagged trees, alcan-
zan altos niveles de exactitud en la identificacién de
disturbios del sistema.

En este contexto, el presente trabajo propone y
valida un modelo de clasificaciéon supervisada para
la priorizaciéon automética de reclamos eléctricos, uti-
lizando un conjunto real de 143 113 registros de CNEL
EP (Ecuador). La metodologia incluye limpieza de
datos, construccién de variables derivadas (urgencia
y recurrencia por zona/mes) y la implementacion de
clasificadores como arboles de decision y random fo-
rest. Los resultados evidencian una alta exactitud en
la identificacion de reclamos prioritarios, demostrando
la viabilidad de integrar técnicas de machine learning
en la gestion operativa del sector eléctrico.
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2. Materiales y métodos

En este estudio, se desarrollé un sistema de clasifi-
cacién automatica de reclamos técnicos en el sistema
eléctrico ecuatoriano, utilizando algoritmos de apren-
dizaje supervisado. La metodologia incluyé seis etapas:
la recoleccién y exploracion de los datos institucionales
de CNEL EP, el preprocesamiento de la base de datos,

la ingenierfa de caracteristicas (feature engineering),
la preparacion del conjunto de datos, el diseno y en-
trenamiento de los modelos de clasificacién (arbol de
decisién y random forest) y, finalmente, la evaluacién
del desempeno mediante métricas estandar de clasifi-
cacion. En la Figura 1 se describe cada una de estas
etapas.

Recoleccion v . .
. r Preprocesamiento Ingenieria de
exploracion ! et
de los datos de loz datos 7| caracteristicas

. Disefio ¥ Evaluacion y
Preparacion entrenamiento validacion
del dataset de los modelos [ del modelo

Figura 1. Esquema global de la metodologia utilizada.

2.1. Recoleccién de datos

Se recopil6é una base de datos institucional de CNEL
EP que contiene 143 113 registros histéricos de
reclamos técnicos. Cada registro incluye variables como
unidad de negocio, mes, estado del tramite, tipo de

reclamo y clasificacién del incidente reportado. Esta
informacién permitié construir un conjunto representa-
tivo de casos reales para el entrenamiento de modelos
supervisados. La Tabla 1 muestra un ejemplo de los
primeros diez registros, lo que evidencia la estructura
y diversidad de los datos.

Tabla 1. Ejemplo de registros de la base de datos de reclamos eléctricos de CNEL EP

Id tramite Unidad de negocio Mes Estado Tipo de reclamo Clasificacién
01521 MAN Jul-21  Finalizado Técnicos Variaciéon de voltaje
01522 STE Jul-21  Finalizado Técnicos Sin luz en sector/cortocircuito
01523 GYE Jul-21  Finalizado Técnicos Luminaria apagada en la noche
01524 EOR Jul-21  Finalizado Técnicos Sin luz en sector/cortocircuito
01525 EOR Jul-21  Finalizado Técnicos Sin luz en sector/cortocircuito
01526 MAN Jul-21  Finalizado Técnicos Sin luz en sector/cortocircuito
01527 MAN Jul-21  Finalizado Técnicos Sin luz en sector/cortocircuito
01528 GYE Jul-21  Finalizado Técnicos Linea en el suelo
01529 EOR Jul-21  Finalizado Técnicos Sin luz en sector/cortocircuito
01530 GYE Jul-21  Finalizado Técnicos Chispas en acometida/red/medidor

2.2. Preprocesamiento de los datos

El preprocesamiento de los datos incluy6 la eliminacién
de espacios innecesarios en las columnas de texto y
la correccién de problemas de codificacién de carac-
teres, transformando las columnas “tipo de reclamo”
y “clasificaciéon” de Latinl a UTF-8. Esto asegur6 que
los valores textuales fueran consistentes y aptos para
su posterior analisis.

Ademids, se verificé la existencia de valores nu-
los y se aplicaron transformaciones adecuadas para
mantener la integridad de la informacién. Con este
preprocesamiento se asegurd que los valores textuales
fueran consistentes y aptos para el analisis posterior.

2.3. Ingenieria de caracteristicas

Para mejorar la capacidad predictiva de los modelos
y disponer de una etiqueta de clasificacién coherente
con la realidad de los reclamos eléctricos, se realizaron
transformaciones sobre el conjunto de datos original
orientadas a construir la variable objetivo “prioridad”,
la cual se definié a partir de dos criterios analiticos
derivados del propio conjunto de datos: urgencia y
recurrencia por zona y mes.

Urgencia

La variable urgencia clasifica cada reclamo segtn pala-
bras clave identificadas en la columna “Clasificacién”
de la Tabla 1. Esta categorizaciéon permite diferenciar
los reclamos con impacto inmediato sobre los usuarios
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de aquellos con menor prioridad. La Tabla 2 mues-
tra ejemplos representativos de la base de datos de
reclamos eléctricos de CNEL EP, asignando niveles
de urgencia alta, media o baja, segtin la severidad del
incidente reportado.

Tabla 2. Asignacién de nivel de urgencia a reclamos eléc-
tricos en CNEL EP

Palabra clave Urgencia
“sin luz”, “cortocircuito” Alta
“variacién de voltaje” Media
“luminaria apagada” Baia
“chispas en acometida” )
Prioritario,

Prioridad =
Normal,

El umbral se definié como la media mas una
desviacién estdndar de la recurrencia de todos los
reclamos, lo que permitié identificar automaticamente
los casos més criticos. Este proceso permitié generar
una etiqueta representativa, alineada con los criterios

si Urgencia = Alta o recurrencia,ona, mes > umbral

Recurrencia por zona y mes (recurrenciazona,,..)

Representa la frecuencia de reclamos en cada unidad
de negocio durante un mes especifico. Se calculé como:
(recurrencia,ona,,..) = numero de reclamos en la unidad
de negocio durante un mes.

Ejemplo: Si en la unidad “MAN” durante julio se
registraron 120 reclamos, todos los reclamos de “MAN”
en julio reciben (recurrenciagona,,..) =120. Esto per-
mite identificar zonas criticas con alta concentracion
de reclamos.

Prioridad (variable objetivo)

Combina la urgencia y la recurrencia para clasificar
los reclamos en dos categorias:

(1)

en caso contrario

institucionales de atencién prioritaria. La variable “pri-
oridad” resultante fue integrada al conjunto de datos
como etiqueta objetivo del modelo, como se muestra
en la Tabla 3.

Tabla 3. Ejemplo de reclamos con variables derivada

,I d'. Unldad. de Mes Estado Tipo de Clasificacion Prioridad
tramite negocio reclamo
10901521 MAN Jul-21  Finalizado Técnicos Variacion de voltaje Normal
10901522 STE Jul-21  Finalizado Técnicos  Sin luz en sector/corto circuito  Prioritario
10901523 GYE Jul-21  Finalizado Técnicos Luminaria apagada en la noche Normal
2.4. Preparacion del conjunto de datos considerando el tamafo del conjunto de datos. Tam-

(dataset)

Con las variables definidas, se prepar6 el conjunto
de datos para el aprendizaje supervisado. Las varia-
bles categoéricas, como unidad de negocio y tipo de
reclamo, fueron codificadas mediante one-hot encoding
(pd.get_ dummies), transformando cada categorfa en
una columna binaria. Esta codificaciéon permite que
los modelos de clasificacién procesen correctamente
las variables sin asumir un orden numeérico entre cate-
gorias.

El conjunto de datos se dividié en entrenamiento
(80 %) v prueba (20 %), asegurando que los mode-
los fueran evaluados en datos no vistos y permitiendo
medir su capacidad de generalizacion.

Ademads, se aplicé una validacién cruzada estratifi-
cada (k = 5) para mantener la proporcién entre clases.
Se eligié k = 5 por ofrecer un equilibrio adecuado en-
tre estabilidad en las métricas y costo computacional,

bién se realiz6 una validacién temporal por meses,
entrenando con periodos anteriores y evaluando con
posteriores, para comprobar la robustez del modelo
ante la estacionalidad de los reclamos.

2.5. Diseno y entrenamiento de los modelos

Para abordar la priorizacién automatica de reclamos
eléctricos, se implementaron dos modelos supervisados:
arbol de decisién y random forest. Ambos algoritmos
clasifican los reclamos en dos categorias de prioridad
(“prioritario” o “normal”), utilizando como variables
unidad de negocio, mes, tipo de reclamo y clasificacién.

De esta forma, el sistema aprende a identificar pa-
trones asociados a reclamos prioritarios considerando
el tipo de incidencia, su contexto temporal y la zona
operativa donde ocurre.

El arbol de decisién se seleccioné por su inter-
pretabilidad, lo que permite a los supervisores com-
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prender cémo las variables influyen en la decisiéon final
y justificar la priorizacién de reclamos.

Este modelo construye reglas de decision en forma
de nodos, ramas y hojas, donde cada nodo representa
una condicién sobre una variable y cada hoja la clasi-
ficacién asignada. La configuracién utilizada incluyé
random__state = 42 para garantizar reproducibilidad,
sin restriccién de profundidad (max_ depth = None)
para permitir que el arbol aprendiera todas las rela-
ciones presentes en los datos, y la métrica de impureza
indice Gini. El modelo fue entrenado con el conjunto de
entrenamiento (X _ train,y_train) y evaluado sobre
el conjunto de prueba (X _test).

Para mejorar la robustez y la generalizacion, se
implementé random forest, un ensamblado de 100 &r-
boles de decisién (n__estimators = 100) que combina
sus predicciones mediante votacién mayoritaria. Se
utilizé bootstrap = True para muestreo con reemplazo
y se mantuvo la métrica indice Gini para medir la
impureza en cada arbol. Este enfoque reduce el riesgo
de sobreajuste y permite manejar la variabilidad y
correlacién presentes en los reclamos. Al igual que el
arbol de decisién, random forest fue entrenado con
(X _train,y_train) y evaluado sobre (X _ test).

2.6. Evaluacidon y validacién del modelo

La evaluacién de los modelos se realiz6 mediante métri-
cas estandar de clasificacién, que permiten medir su
desempeno en la predicciéon de reclamos “prioritarios”
y “normales”. La exactitud (accuracy) indica el porcen-
taje total de reclamos correctamente clasificados, mien-
tras que la precisién (precision) refleja la proporcién
de reclamos predichos como prioritarios que realmente
lo son. La exhaustividad (recall) mide la proporcién de
reclamos prioritarios correctamente identificados sobre
el total de reclamos prioritarios en el conjunto de datos,
y el Fl-score combina la precisién y el recall en una
medida arménica, ttil para balancear ambos criterios
en situaciones donde la clase “prioritario” puede ser
menos frecuente. Estas métricas, junto con la matriz
de confusién, permiten evaluar la capacidad de los
modelos para priorizar reclamos de manera efectiva y
confiable.

Para un analisis més detallado, se propone comple-
mentar las métricas tradicionales con otras herramien-
tas avanzadas. El PR-AUC (precisién-recall area un-
der curve) resulta util en escenarios con clases dese-
quilibradas, al evaluar la capacidad del modelo para
identificar correctamente los reclamos prioritarios. Las
curvas de decisién permiten visualizar el beneficio ope-
rativo de distintos umbrales de decisién, optimizando
la priorizacion de reclamos. El anélisis de calibracion
verifica que las probabilidades predichas correspondan
a la probabilidad real de un reclamo prioritario, mien-
tras que los intervalos de confianza aportan robustez
estadistica a las métricas, evitando la sobreestimacion

del desempeno del modelo.

La combinacién de métricas tradicionales y comple-
mentarias asegura una evaluacion integral y confiable,
proporcionando informacién 1til tanto para la selec-
cién del mejor modelo como para su implementacion
practica en la gestiéon de reclamos eléctricos.

3. Resultados y discusion

En esta seccién se presentan los resultados obtenidos al
aplicar modelos de clasificacién supervisada sobre los
reclamos eléctricos institucionales, diferenciando entre
las categorias “normal” y “prioritario”. Para evaluar
el desempeno de cada modelo, se utilizaron métricas
estdndar como precision, exhaustividad, Fl-score y
exactitud global, lo que permiti6 analizar su capacidad
para identificar correctamente los casos que requieren
atencién urgente.

El desempeiio del modelo de arbol de decisién se
presenta en la Tabla 4, lo que evidencia un compor-
tamiento adecuado en la clasificacién de los reclamos.
Los resultados muestran una exactitud global del 87 %,
con valores equilibrados en las métricas de precision,
exhaustividad y Fl-score. En particular, la clase “nor-
mal” obtuvo una precisiéon del 0.88, una exhaustividad
de 0.90 y un Fl-score de 0.89; mientras que la clase
“prioritario” alcanzé una precision del 0.85, una ex-
haustividad de 0.83 y un F1-score de 0.84.

Tabla 4. Reporte de clasificacion del modelo de arboles
de decisiéon

Normal 0.88 0.90 0.89

Prioritario 0.85 0.83 0.84

Exactitud 0.87 0.87 0.87

Macro avg 0.87 0.86 0.86
Precision Recall Fl-score

Estas cifras reflejan que el modelo logra identificar
de manera adecuada los reclamos con mayor urgencia,
manteniendo un buen equilibrio entre la correcta clasi-
ficacién de casos prioritarios y la reduccién de falsos
positivos.

La Figura 2 presenta la matriz de confusién
obtenida para el modelo de arbol de decisiéon entre-
nado con el conjunto depurado de reclamos eléctri-
cos. El modelo evidencia un desempeno sélido al iden-
tificar correctamente 74 961 reclamos “normales” y
49 666 reclamos “prioritarios”, lo que demuestra su
capacidad para distinguir de manera efectiva ambas
categorias. No obstante, se registran errores de clasi-
ficacién: 8329 reclamos “normales” fueron etiqueta-
dos incorrectamente como “prioritario”, mientras que
10 157 reclamos “prioritarios” fueron clasificados como
“normales”. Estos valores corresponden a los falsos po-
sitivos y falsos negativos del modelo, respectivamente.
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Figura 2. Matriz de confusién del modelo de arboles de
decision.

Estos resultados confirman un desempeno general
sélido (exactitud del 87 %) y equilibrado entre am-
bas clases, aunque se mantiene una ligera tendencia a
subestimar la prioridad de algunos reclamos reales, lo
que es esperable en escenarios donde la clase “priori-
tario” tiene menor representacion.

El modelo random forest mostré un desempeno
superior al del arbol de decisién, lo que confirma su
mayor capacidad para capturar patrones no lineales y
reducir el sobreajuste. La Tabla 5 presenta los resulta-
dos obtenidos, donde se observa una exactitud global
del 91 %, con métricas equilibradas entre ambas clases.
La categoria “normal” alcanz6 una precision de 0.92,
una exhaustividad de 0.93 y un F1l-score de 0.92; mien-
tras que la clase “prioritario” registré una precision de
0.90, una exhaustividad de 0.89 y un F1-score de 0.89.

Tabla 5. Reporte de clasificaciéon del modelo random forest

Normal 0.92 0.94 0.93

Prioritario 0.90 0.89 0.89

Exactitud 0.91 0.91 0.91

Macro avg 0.91 0.91 0.91
Precision Recall Fl-score

Estos resultados evidencian que el modelo logra
un mejor equilibrio entre sensibilidad y precisién, re-
duciendo los errores de clasificacién observados en el
arbol de decisién. En términos practicos, random fo-
rest mejora la identificacién de reclamos prioritarios,
manteniendo una baja tasa de falsos positivos, lo que

lo convierte en una herramienta mas confiable para
apoyar la priorizacién operativa.

La Figura 3 presenta la matriz de confusién co-
rrespondiente al modelo random forest. Este modelo
evidencia un desempenio més equilibrado y preciso, al
clasificar correctamente 77 495 reclamos “normales” y
53 242 reclamos “prioritarios”.

Matriz de Confusién - Random Forest

Real
Normal

Prioritario

Prioritario

!
Normal

Prediccion

Figura 3. Matriz de confusién del modelo random forest.

Los errores de clasificacién son relativamente re-
ducidos: 5795 reclamos “normales” fueron identificados
incorrectamente como “prioritarios”, mientras que 6581
reclamos “prioritarios” fueron clasificados como “nor-
males”. Este comportamiento confirma la consistencia
del modelo y su alta capacidad de generalizacién, al
reducir de manera significativa los errores criticos res-
pecto al arbol de decisién. En consecuencia, random
forest se posiciona como una de las alternativas mas
confiables para la priorizacién automatica de reclamos
eléctricos.

Con el fin de ampliar la comparacién y validar
la solidez de los resultados, se entrenaron adicional-
mente dos modelos de referencia: regresién logistica
y XGBoost, utilizando el mismo conjunto de datos y
el mismo esquema de validacion. Los resultados obte-
nidos se resumen en la Tabla 6, donde se aprecia un
desempeno consistentemente superior del modelo ran-
dom forest, seguido por el arbol de decisién, mientras
que XGBoost y regresion logistica mostraron resulta-
dos aceptables, pero con menor exhaustividad en la
deteccion de reclamos “prioritarios”.

Tabla 6. Comparacién de métricas entre modelos supervisados

Modelo Precisién Exhaustividad F1l-score Exactitud
Regresion logistica 0.84 0.81 0.82 0.83
XGBoost 0.86 0.83 0.84 0.85
Arbol de decisién 0.88 0.86 0.87 0.87
Random forest 0.92 0.91 0.91 0.91
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El modelo random forest alcanzé una exactitud del
91 %, con un Fl-score promedio de 0.91, consolid4n-
dose como la alternativa mas robusta y estable. El
arbol de decisién obtuvo un desempeno ligeramente in-
ferior (87 % de exactitud, F1-score de 0.87), mostrando
aun buena capacidad de clasificacién, pero mayor va-
riabilidad entre clases. Por su parte, XGBoost alcanzé
una exactitud del 85 % con un Fl-score de 0.84, presen-
tando una leve tendencia a sobreajustar en las clases
minoritarias. Finalmente, la regresién logistica, aunque
més simple, obtuvo un desempeno razonable (83 %
de exactitud, Fl-score de 0.82), lo que demuestra su
utilidad como linea base, pero con limitaciones para
capturar relaciones no lineales entre las variables.

Estos resultados confirman que los modelos basados
en ensamblado (ensemble), particularmente random
forest, logran una mejor capacidad de generalizacion,
al reducir errores en la identificacién de reclamos “prio-
ritarios”. En cambio, los modelos individuales o lineales
presentan un desempenio inferior al enfrentar patrones
mas complejos o no lineales, como los observados en
los reclamos eléctricos institucionales.

Para evaluar con mayor detalle la capacidad dis-
criminativa de los modelos de clasificacién, se gener-
aron las curvas ROC (receiver operating characteris-
tic) y precisién-recall (PR) para los cuatro algoritmos
analizados: drbol de decisiéon, random forest, regresién
logistica y XGBoost.

En la Figura 4a se observa que random forest ob-
tiene el mayor AUC (0.89), seguido por el arbol de
decision (0.85), XGBoost (0.82) y regresién logistica
(0.80). Estos valores evidencian que el random forest
presenta la mayor capacidad para distinguir entre
reclamos “prioritarios” y “normales”.

La Figura 4b presenta las curvas precision-recall,
particularmente relevantes ante el desbalance de clases
del conjunto de datos. El random forest vuelve a
destacar con un PR-AUC = (.88, mientras que arbol
de decisiéon, XGBoost y la regresion logistica alcan-
zan 0.84, 0.81 y 0.78, respectivamente. Este resultado
confirma que el random forest mantiene una mayor
exhaustividad y precisién incluso en los rangos de baja
prevalencia de la clase positiva.

En cuanto a la confiabilidad de las probabilidades
predichas, el grafico de calibracién (Figura 4c) muestra
que random forest y XGBoost se aproximan mejor a la
diagonal ideal, indicando una prediccién probabilistica
mas coherente con la frecuencia observada. El drbol
de decisién y la regresion logistica presentan ligeras
desviaciones, lo que sugiere una menor calibracién en
ciertos umbrales.

La curva de decisién (Figura 4d) confirma que el
random forest proporciona el mayor beneficio neto en
un rango amplio de umbrales, lo que lo convierte en el
modelo mas ventajoso desde el punto de vista operativo
para la priorizacién automatica de reclamos eléctricos.
Este tipo de curva se incluye porque permite evaluar el

rendimiento considerando los costos y beneficios reales
asociados a cada decisiéon. A diferencia de métricas
puramente estadisticas, la curva de decisién cuantifica
la utilidad practica del modelo al clasificar correcta
o incorrectamente un reclamo, aspecto critico en con-
textos operativos donde una mala clasificacion puede
implicar retrasos en la atencién o un uso ineficiente de
recursos.

Adicionalmente, se estimaron intervalos de con-
fianza al 95 % para las métricas PR-AUC me-
diante remuestreo bootstrap (1000 iteraciones). El
random forest presenté un intervalo estrecho y el-
evado (0.85-0.91), seguido por el arbol de decisién
(0.81-0.87), XGBoost (0.78-0.84) y la regresion logis-
tica (0.75-0.81). El uso de intervalos de confianza
permite cuantificar la variabilidad del desempeno y
evaluar la estabilidad de cada modelo ante posibles
fluctuaciones en el conjunto de datos.

Mientras que un tnico valor de PR-AUC muestra
el rendimiento promedio, los intervalos revelan qué
tan consistente es el modelo frente a perturbaciones,
informacién esencial para seleccionar modelos confia-
bles en aplicaciones reales. La Figura 4e resume estos
intervalos, reflejando la mayor estabilidad estadistica
del random forest.

En conjunto, las Figuras 4a—4e muestran que el
random forest mantiene el mejor desemperio global al
combinar discriminacién, calibracién, beneficio opera-
tivo y robustez estadistica.

El arbol de decisiéon se posiciona como una alter-
nativa aceptable con menor complejidad, mientras
que XGBoost y la regresion logistica presentan un
rendimiento competitivo, pero con menor capacidad
de generalizacién en este contexto.

A diferencia de estudios previos como el de Hos-
seinzadeh et al. [19], que emplearon datos simulados
para validar su modelo de prediccién de fallas, o el de
Alhanaf et al. [17], centrado en muestras experimenta-
les de menor escala, el presente trabajo se caracteriza
por utilizar una base de datos institucional real prove-
niente de CNEL EP, compuesta por més de 143 000
reclamos eléctricos registrados en la provincia de Santo
Domingo.

Esta caracteristica aporta un grado de realismo y
aplicabilidad inmediata que no siempre estd presente
en investigaciones internacionales, ya que refleja direc-
tamente la naturaleza de los reclamos que los usuarios
plantean a la empresa eléctrica.

Ademds, el enfoque metodoldgico aqui propuesto
no se limita a evaluar un nico algoritmo, sino que
contrasta de manera sistemética el desempeno de un
arbol de decision y un modelo random forest bajo
métricas de precision, recall, Fl-score y AUC-ROC,
fortaleciendo la validez de los resultados.

En este sentido, el aporte principal de este estu-
dio radica en demostrar cémo técnicas de aprendizaje
automatico pueden integrarse de manera préctica en
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los procesos de gestién de reclamos de una empresa datos sintéticos o en entornos controlados, y ofreciendo
distribuidora de electricidad en Ecuador, superando las resultados directamente aplicables a la operacién dia-
limitaciones de trabajos que se apoyan Unicamente en ria.

Figura 4a. Curvas ROC de los modelos de clasificacién Figura 4b. Curvas Precision-Recall de los modelos
1.0 1 = Random Forest (AUC = 0.89) 1.0 4 —— Random Forest (PR-AUC = 0.88)
~— Arbol de Decisién (AUC = 0.85) ’ ~—— Arbol de Decisién (PR-AUC = 0.84)
= XGBoost (AUC = 0.82) > —— XGBoost (PR-AUC = 0.81)
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Figura 4. a) Curvas ROC de los modelos de clasificacién. b) Curvas presicién-recall de los modelos. ¢) Curvas de
calibracién de los modelos. d) Curvas de decisién. e) Intervalos de confianza al 95 % de PR-AUC.
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Los resultados obtenidos muestran que el modelo
random forest supera de forma consistente al arbol
de decisién en la priorizacion automatica de reclamos
eléctricos, alcanzando una exactitud global del 91 %
y un AUC-ROC de 0.89, en comparacién con el 87 %
de exactitud y el AUC-ROC de 0.85 obtenidos por el
arbol de decision. Esta diferencia evidencia su mayor
capacidad para discriminar entre casos “prioritarios”
y “normales” [1], en concordancia con la robustez y
la capacidad de generalizaciéon que caracterizan a los
modelos de ensamblado [22], [24,25].

Mientras que Hussain et al. [24] aplicaron modelos
de ensamblado para la prediccién energética en vehicu-
los eléctricos, nuestro trabajo utiliza random forest
para la priorizacién de reclamos eléctricos en CNEL
EP, demostrando como la misma robustez y capacidad
de generalizacion pueden mejorar la gestion operativa
y la asignacion de recursos en entornos institucionales.

De manera similar, Jing et al. [23] se centraron
en la prediccion y optimizacién del mantenimiento
de medidores eléctricos mediante un enfoque hibrido
LSTM-XGBoost. El presente trabajo, en cambio, aplica
el random forest a la priorizacién de reclamos institu-
cionales, integrando variables derivadas como urgencia
y recurrencia por zona/mes. Estos resultados mues-
tran cémo los enfoques supervisados pueden optimizar
la asignacién de recursos y mejorar la atencion a los
usuarios finales en el contexto de CNEL EP.

A diferencia del estudio de Sun et al. [22], que se
enfoco en mejorar la arquitectura interna del random
forest para reducir la correlaciéon y aumentar precision,
el presente estudio se orienta a la integraciéon practica
del modelo en la gestion institucional de reclamos eléc-
tricos. La incorporacion de variables derivadas permite
optimizar la priorizacién operativa, complementando
los avances metodolégicos en el refinamiento de algo-
ritmos con una aplicacién concreta al sector eléctrico
ecuatoriano.

El analisis de las matrices de confusion indica que
el random forest reduce significativamente los errores
criticos, al minimizar la clasificacién incorrecta de
reclamos “prioritarios” como “normales”. Esto tiene
implicaciones operativas directas, permitiendo reducir
los tiempos de respuesta, optimizar la programacion
de cuadrillas técnicas y mejorar la percepcion de cali-
dad del servicio por parte de los usuarios [1], [7]. En
conjunto, estos hallazgos validan la aplicabilidad de
los modelos de ensamblado para la priorizacién de
reclamos eléctricos en entornos institucionales reales y
respaldan su integracion en procesos de gestién opera-
tiva.

Desde una perspectiva integral, los analisis me-
diante matrices de confusién, curvas ROC y pre-
cisién—recall, gréaficos de calibracion, curvas de decisién
e intervalos de confianza muestran que el desempeno su-
perior del random forest es consistente y no es producto
de ajustes especificos. Esta combinacién de discrimi-

nacion, estabilidad estadistica y utilidad operativa es
crucial en la gestion de reclamos eléctricos, donde los
errores pueden generar retrasos, asignacién ineficiente
de cuadrillas y una menor percepcion de calidad del
servicio. Asi, el random forest se posiciona como el
modelo méas adecuado para sistemas de priorizacion
automatizada en CNEL EP, al ofrecer un equilibrio
solido entre desempeno técnico y pertinencia operativa.

Aunque XGBoost y la regresion logistica presentan
un rendimiento aceptable, sus limitaciones en cali-
bracién y estabilidad reducen su aplicabilidad directa,
mientras que el arbol de decisién, pese a su simplicidad
e interpretabilidad, muestra restricciones frente a esce-
narios de alta variabilidad y desbalance de clases. En
conjunto, estos hallazgos confirman que los enfoques
de ensamblado, como el random forest, constituyen
una alternativa robusta y confiable para optimizar la
gestién de reclamos en el sector eléctrico ecuatoriano.

4. Conclusiones

El presente estudio demuestra la viabilidad y eficacia
de aplicar modelos de aprendizaje supervisado para
la priorizacién automatica de reclamos eléctricos en
el contexto institucional de CNEL EP. Los resulta-
dos evidencian que tanto el arbol de decisién como
el random forest pueden clasificar correctamente los
reclamos segin su nivel de prioridad; sin embargo, el
random forest mostré un desempeno superior, alcan-
zando una exactitud global del 91 % y un AUC-ROC
de 0.89. Esta superioridad se refleja en la reduccion
de errores criticos y en una mejor discriminacién entre
reclamos “prioritarios” y “normales”, lo que resulta
clave para la eficiencia operativa y la satisfaccién del
usuario.

La incorporacién de variables derivadas como ur-
gencia, recurrencia por zona y mes, junto con un pre-
procesamiento cuidadoso y la codificacién de variables
categoricas, permitié optimizar la capacidad predic-
tiva de los modelos y garantizar un desempeiio robusto
frente a la variabilidad de los datos reales. Los anélisis
complementarios, mediante matrices de confusién, cur-
vas ROC y precisién—recall, graficos de calibracién y
curvas de decisién, confirmaron que el desempeno supe-
rior del random forest es consistente y no es producto
de ajustes especificos, evidenciando su estabilidad es-
tadistica y utilidad operativa.

En términos operativos, la implementacién de este
sistema proporciona una herramienta confiable y esca-
lable para la asignacién inteligente de recursos técnicos
y la mejora de la atencién al usuario, contribuyendo a
una gestion mas eficiente y proactiva de los servicios
eléctricos.

Como posibles mejoras y trabajos futuros, se su-
giere ampliar el conjunto de datos incorporando nuevas
variables contextuales (como condiciones climéticas,
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incidencia por tipo de usuario o eventos de infraestruc-
tura), explorar algoritmos de aprendizaje automdtico
mas avanzados o hibridos, y evaluar la implementacion
en tiempo real para maximizar la eficiencia operativa.
Estas acciones permitirdn consolidar la aplicabilidad
del modelo, fortalecer la toma de decisiones institu-
cional y ampliar su impacto en la optimizacién de la
gestién del servicio eléctrico en Ecuador.

Para la integracion operativa en CNEL EP, el mo-
delo puede incorporarse en un tablero de control inter-
activo que reciba los reclamos en tiempo real, ejecute
automaticamente el preprocesamiento de datos y los
clasifique en “normales” o “prioritarios” mediante el
modelo random forest. Los resultados se visualizarian
en un dashboard accesible para supervisores, quienes
podrian asignar cuadrillas técnicas de manera més efi-
ciente y realizar un seguimiento en tiempo real de los
indicadores de desempeno. Este flujo garantiza que los
reclamos criticos sean atendidos con prioridad, opti-
mizando tanto los recursos humanos como los tiempos
de respuesta.
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